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像素聚合和特征增强的任意形状场景文本检测
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摘 要 ：目的 获取场景图像中的文本信息对理解场景内容具有重要意义，而文本检测是对文本识别、理解的基础。目

前，场景文本检测是最具挑战性的任务之一，正受到越来越多的研究关注。方法 本文提出了一种高效的任意形状文本检

测器：非局部像素聚合网络，该方法使用特征金字塔增强模块和特征融合模块进行轻量级特征提取，保证了速度优势；同

时引入非局部操作以增强骨干网络的提取特征的能力，使其检测的准确性得到提高。非局部操作是一种注意力机制，它能

捕捉到文本像素之间的内在关系。此外，本文设计了一种特征向量融合模块，用于融合不同尺度的特征图，使尺度多变的

场景文本实例的特征表达得到增强。结果 本方法在3个场景文本数据集上与其他方法进行了比较，在速度和准确度上均表

现突出。在ICDAR 2015数据集上，本方法比最优方法的F值提高了1.5%，检测速度达到了23.1FPS；在CTW 1500数据集上，

本方法比最优方法的F值提高了1.8%，检测速度达到了71.8FPS；在Total-Text数据集上，本方法比最优方法的F值提高了0.8%，

检测速度达到了64.3FPS，远远超出其它方法。结论 本文所提出的方法兼顾了准确性和实时性，在准确度和速度方面均处

于领先水平。
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Arbitrary shape scene text detection based on pixel aggregation and feature
enhancement
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Abstract: Objective Text can be seen everywhere in real life, such as street signs, billboards, newspapers and
other items. The text on these items expresses the information they want to convey. The ability of text detection
determines the level of text recognition and understanding of the scene. With the rapid development of modern
technologies such as computer vision and Internet of Things, many emerging application scenarios need to
extract text information from images. In recent years, some new methods for detecting scene text have been
proposed. However, many of these methods are slow in detection due to the complexity of the huge
post-processing methods of the model, which limits their deployment in reality. On the other hand, the previous
high-efficiency text detectors mainly used quadrilateral bounding boxes for prediction, and it is difficult to
accurately predict arbitrary-shaped scene. Method In this paper, an efficient arbitrary shape text detector is
proposed named non-local pixel aggregation network (Non-local PAN). Non-local PAN follows a
segmentation-based method to detect scene text instances. In order to increase the detection speed, the backbone
network must be a lightweight network. However, the presentation capabilities of lightweight backbone
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networks are usually weak. Therefore, in this paper, a non-local module is added to the backbone network to
enhance its ability to extract features. Resnet-18 is used as the backbone network of Non-local PAN, and
non-local modules are embedded before the last residual block of the third layer. In addition, in this paper a
feature vector fusion module is designed to fuse feature vectors of different levels to enhance the feature
expression of scene texts of different scales. The feature vector fusion module is formed by concatenating
multiple feature vector fusion blocks. Causal convolution is the core component of the feature vector fusion
block. After training, it can predict the fused feature vector based on the previously input feature vector. This
paper also uses a lightweight segmentation head, which can effectively process features with a small
computational cost. The segmentation head contains two key modules, namely the feature pyramid
enhancement module (FPEM) and the feature fusion module (FFM). FPEM is cascadable and has a low
computational cost. It can be attached behind the backbone network to deepen its characteristics of different
scales and make it more expressive. After that, FFM merges the features generated by FPEM of different depths
into the final features for segmentation. Non-local PAN uses the predicted text area to describe the complete
shape of the text instance, and predicts the core of the text to distinguish different text instances. The network
also predicts the similarity vector of each text pixel to guide each pixel to the correct core. Result This method
is compared with other methods on three scene text datasets, and it has outstanding performance in speed and
accuracy. On the ICDAR 2015 dataset, the F value of this method is 1.5% higher than the best method, and the
detection speed reaches 23.1FPS; on the CTW 1500 dataset, the F value of this method is 1.8% higher than the
best method, and the detection speed has reached 71.8FPS; on the Total-Text dataset, the F value of this method
is 0.8% higher than the best method, and the detection speed has reached 64.3FPS, which is far beyond other
methods. In addition, we design parameter setting experiments to explore the best location for non-local module
embedding. Experiments have proved that the effect of embedded the non-local module is better than
non-embedding, indicating that non-local modules play an active role in the detection process. According to the
detection accuracy, the effect of embedding non-local blocks into the second, the third, and the fourth layers of
Resnet-18 is significant, while the effect of embedding the fifth layer is not obvious. Among them, embedding
non-local blocks in the third layer has the best effect. We designed ablation experiments on the ICDAR 2015
dataset for the non-local module and the feature vector fusion module. The experimental results prove that the
superiority of the non-local module does not come from deepening the network, but from its own structural
characteristics. The feature vector fusion module also plays an active role in the scene text detection process. It
combines feature maps of different scales to enhance the feature expression of scene texts with variable scales.
Conclusion In this paper, an efficient text detection method for arbitrary shape scene is proposed, which takes
into account accuracy and real-time. The experimental results show that the performance of our model is better
than the previous methods, and our model is in the leading level in accuracy and speed.
Key words： object detection; scene text detection; neural network; non-local module; pixel aggregation; real-time detection;
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0 引 言

文本在现实生活中处处可见，物品上的文字表

达了它们想传递的信息。对文本的检测能力则决定

了对文本的识别和对场景的理解水平。随着计算机

视觉和物联网等现代技术的高速发展，许多新兴的

应用场景都需要提取图像中的文本信息，比如获取

路牌中的指路信息为自动驾驶的汽车指引方向，门

牌号识别实现无人送货等。近年来提出了一些检测

场景文本的新方法，例如 TextSnake（Long 等，2018）
达到较高的检测水平，但其后处理方法过于庞大复

杂，因而检测速度较慢，这从根本上限制了它在现

实中的应用。而 Gliding vertex（Xu 等，2020）等

高效文本检测方法主要是以四边形边界框进行预

测，这在检测弯曲的文本时会产生偏斜。

为了解决上述问题，本文提出了一种高效的任

意形状场景文本检测器：非局部像素聚合网络

(Non-local PAN)，可用于检测多方向、任意形状的

场景文本，本方法可以在速度和性能之间取得良好

的平衡。本方法使用特征金字塔增强模块和特征融

合模块进行轻量级特征提取，为了弥补轻量级网络

提取特征能力不足的缺陷，为骨干网络嵌入非局部

模块以增强其提取特征的能力；此外，本文提出了

特征向量融合模块，用于增强多尺度场景文本的特

征表达，使其检测的准确性得到提高。如图 1所示，

与近年提出的其它方法相比，本方法的性能与速度

均处于领先水平。

图 1 各模型检测速度和准确度的对比图

Fig.1 Comparison chart of detection speed and accuracy of

each model

1 相关工作

1.1 实时场景文本检测

实时场景文本检测需要使用一种快速的方法来

生成高质量的文本预测结果。EAST（Zhou 等，2017）
直接使用 FCN（Long等，2015）来预测得分图和相

应的坐标，然后使用非极大值抑制得到输出结果。

EAST 的整个流程非常简洁，因此可以做到实时性

检测。 MCN（Liu等，2018）将文本检测问题表达

为基于图的聚类问题，并在不使用非极大值抑制的

情况下生成边界框，使得MCN可以在 GPU上完全

并行化。但是，这些方法是专为四边形文本检测而

设计的，对任意形状场景文本的预测结果非常不理

想。

1.2任意形状的场景文本检测

2017年，CTW1500（Liu 等，2017）和 Total-Text
（Chng等，2017）等任意形状场景文本数据集的出

现，使得对任意形状场景文本的研究变得火热起来。

为了检测面向或弯曲的场景文本，Lyu 等人

（2018）提出了一种Mask TextSpotter，它巧妙地细

化了Mask RCNN，利用字符级标签同时检测和识别

字符和实例掩码。该方法显著提高了面向点定位或

曲线场景文本的性能。然而，字符级标签的成本是

极其昂贵的，所以该方法难以落实到实际应用中。

Liao等人（2019）对该方法进行改进，显著减轻了

对字符级标签的依赖。该方法依赖于区域生成网络，

在一定程度上限制了检测速度。

最近，Qin 等人（2019）提出使用 RoI 掩膜来

聚焦弯曲的文本区域，但其结果很容易受到离群像

素的影响。另外，分割分支增加了计算负担，拟合

多边形过程也带来了额外的计算负担。Liu 等人

（2019）提出了一种基于金字塔掩模的场景文本检

测算法（PMTD）。该检测算法不再预测文本实例的

二值掩膜，而是对每个像素进行回归操作，从而使

得生成的文本实例掩膜具有更丰富的信息。

2 非局部像素聚合网络

2.1整体架构

如图 2所示，Non-local PAN遵循基于分割的方

法流程来检测场景文本实例。为了提高效率，骨干

网络必须是轻量级网络。但是，轻量级骨干网络的

表示能力通常较弱。因此，本文为骨干网络添加了

非局部模块，用于增强其提取特征的能力。如图 3

图 2 Non-local PAN的总体流程

Fig.2 The overall process of non-local PAN



图 3 Non-local PAN的整体架构

Fig.3 The overall architecture of Non-local PAN

所示，本方法采用 Resnet-18（He 等，2016）作为

Non-local PAN的骨干网络，并将非局部模块嵌入其

第三层的最后一个残差块之前。此外，本文还设计

了特征向量融合模块用于融合不同层次的特征向量，

以增强不同尺度的场景文字的特征表达。本文还使

用了一种轻量的分割头，它在可以有效地以较小的

计算成本对特征进行处理。该分割头包含两个关键

模块，即功能金字塔增强模块（FPEM）和特征融合

模块（FFM）。FPEM是可级联的，并且计算成本较

低，可以将其附着在骨干网络后面，以加深其不同

尺度的特征，使其更具表现力。之后，FFM 将不同

深度的 FPEM 产生的特征融合到最终的特征中进行

分割。Non-local PAN用预测出的文本区域来描述文

本实例的完整形状，并预测文本的核以区分不同的

文本实例。网络还预测每个文本像素的相似度矢量，

用于指引每个像素聚合到正确的核中。

2.2非局部模块

捕捉大范围内数据相互之间的依赖关系是一个

很重要的问题。一般方法通常使用较大的卷积核来

捕捉图片中较远距离的像素之间的关系。然而，传

统的卷积神经网络只是在其时间或空间的很小的邻

域内进行捕捉，却很难捕获到更远的位置的数据的

依赖关系。

非局部网络(Non-local network)（Wang 等，2018）
可以很好地捕捉到较远位置的像素点之间的依赖关

系。定义在深度神经网络中的非局部操作如下：

�� =
1

� �
∀�

� ��, �� � ��� # 1

其中�表示输入信号，��表示输出信号，其尺度

大小与�相同。�(��, �j)用来计算 i位置像素和所有可

能关联的 j位置像素之间的内在关系。在本文中，

将�(��, �j)实现为嵌入高斯核函数，具体算法如下：

� ��, �� = �� ��
�� �� # 2

其中，� �� = ����和� �� = ����是两个待学

习的嵌入空间。该累加后的结果由因子� � 归一化，

算法如下：

� � =
∀�

� ��, ��� # 3

�(�j)用于计算输入信号在 j位置的特征值，算

法如下：

� �� = ����# 4
其中Wg是要学习的权重矩阵。在实现网络时，

被实现为空间中的 1×1卷积。

由以上公式，对非局部操作进行实现，非局部

模块的结构如图 4所示。

图 4 非局部模块的细节。其中，“”表示矩阵乘法，“”

表示逐元素求和。

Fig.4 Details of non-local modules. "" means matrix

multiplication, "" means element-wise summation.



将非局部模块嵌入骨干网络 Resnet-18时，一般

是插入到不同阶段的最后一个残差块之前，并且通

过实验发现在第二层、第三次和第四层上嵌入非局

部模块的效果好，而在第五层嵌入非局部模块的效

果则不明显。在本方法中，非局部模块被嵌入到

Resnet-18 的第三层。嵌入非局部模块的 Resnet-18
第三层网络结构如图 5所示。

图 5 Resnet-18 第三层的网络结构图

Fig.5 Resnet-18 third layer network structure diagram

2.3 特征向量融合模块

为了融合不同尺度的特征图，增强尺度多变的

场景文字的特征表达，本文提出了特征向量融合模

块。特征向量融合模块由四个特征向量融合块串联而

成。

因果卷积（Oord 等，2016）是特征向量融合块

的核心成分，因果卷积首先被WaveNet（Oord等，

2016）用于生成原始音频。在WaveNet中，因果卷

积还进行了扩张操作，以实现用较少的网络层数覆

盖较大的感受野。而在本方法中，输入的特征向量

只有四个，无需使用扩张卷积。因果卷积的输出长

度与其输入长度相同，并且当前输出仅取决于当前

点及之前的输入信息。将不同层次的特征向量依次

输入到特征向量融合模块中，因果卷积会将之前输

入的特征向量信息用于本次特征向量的处理，通过

训练，可以使最后一个特征向量对应的输出融合所

有特征向量的信息。

特征向量融合块的结构如图 6所示，其输出数据

x(i+1)的长度与其输入数据 x(i)相同。特征向量融合块

公式化如下：

���� = ������ � � ⊙ σ ������ � � # 5

� �+1 = ���� + ���� � � # 6
其中，Causal(·)是因果卷积函数，σ(·)是 Sigmoid

函数，x(i)是第 i个 Feature vector Fusion block的输入。

⊙代表逐元素相乘。

图 6 特征向量融合块的结构细节

Fig.6 Structural details of the feature vector fusion
block.

2.4 特征金字塔增强和特征融合

FPEM 能够通过融合低级和高级信息来增强不

同尺度的特征。FPEM 是可级联的模块，随着级联

层数的增加，不同尺度的特征图会得到更充分地融

合，特征图的感受野也随之增大。此外，因为 FPEM
是通过可分解卷积构建的，它的计算开销非常小，

仅为 FPN（Lin 等，2017）的 1/5左右。

图 7所示的 U形模块，它由扩大尺度增强和缩小尺

度增强两个阶段组成。扩大尺度增强作用在输入的

特征图上，它会分别对边长为 32、16、8、4个像素

的特征图进行迭代增强。在缩小尺度增强阶段，输

入是由扩大尺寸增强生成的特征金字塔，增强过程

与扩大尺寸增强相反。缩小尺寸增强的输出即为

FPEM的最终输出。

图 7 特征金字塔增强模块的结构细节

Fig.7 Structural details of the feature pyramid

enhancement module

特征融合模块用于融合不同深度的特征金字塔

以及特征向量融合模块输出的特征向量。如图 8所
示，通过逐元素加法组合相应比例的特征图，并与

将特征向量进行上采样得到的特征图一起进行上采



样操作并级联为仅具有 5×128通道的最终特征图。

图 8 特征融合模块的结构细节

Fig.8 Structural details of feature fusion module

2.5像素聚合

文本区域保持了文本实例的完整形状，但是紧

密放置的文本实例的文本区域通常是重叠的，所以

需要使用核区分文本实例（见图 9 (a)）。文字的核不

并是完整的文本实例，如果要重建完整的文本实例

（见图 9 (b)），需要将文本区域中的像素合并到核中。

本文采用了一种可学习的算法，即像素聚合（Pixel
Aggregation），以指导文本像素被分类到正确的核。

在像素聚合中，借鉴了聚类的思想，以从预测

的核中重建完整的文本实例。将文本实例的核视为

聚类中心，文本像素是要聚类的样本。为了将文本

像素聚合到相应的内核，同一文本实例的文本像素

与核之间的距离应较小。

在训练阶段，使用聚集损失�agg和判别损失����

来评判像素聚合的效果，并用以训练。

在测试阶段，使用预测的相似性矢量将文本区

域中的像素引导到相应的核。像素聚合的步骤如下：

1) 在核的分段结果中找到连接的组件，每个连

接的组件都是一个单独的核。

2) 对于每个内核，有条件地将其相邻文本像素

合并到预测文本区域中，使它们的相似度向量的欧

几里德距离小于某个阈值。

3) 重复步骤 2)，直到没有符合条件的邻近文本

像素。

2.6 损失函数

本方法的损失函数可以表示为：

� = ���� + ����� + � ���� + ���� # 7
其中����是文本区域的损失函数，����是核的损

失函数。�agg是衡量文本实例中的像素和其对应核的

损失函数，����是分辨不同文本实例的核的一个损失

函数。α和β被用来平衡����、����、�agg和����的重要

程度，����是模型的最终结果，重要程度最高，����

用于评价核的分割结果，重要程度仅次于����，而

�agg和����重要程度较低。按照其重要程度，α和β分

别设为 0.5和 0.25。

(a)文本的核 (b) 文本实例

图 9 对文本的核进行文本实例重建

Fig.9 Reconstruct the text instance of the core of the text

((a) The kernel of text; (b) The instance of text)



考虑到文本和非文本像素在数量上非常不均衡，

可以采用 dice loss（Milletari 等，2016）来监督文

本区域的分割结果����与核的分割结果����，因此

����和����计算方法如下：

���� = 1 −
2 � ���� � ���� ��

� ���� � 2� + � ���� � 2�
# 8

���� = 1 −
2 � ���� � ���� ��

� ���� � 2� + � ���� � 2�
# 9

其中���� � 和���� � 分别指分割结果的第�个结

果以及有标注的文本区域的准确性；类似的���� �
和���� � 分别指预测结果的第�个像素值以及核的

准确性。

�agg的作用是保证同一文本实例的核和文本实

例内其他像素点之间的距离在一定范围内，其公式

如下：

���� =
1
�

�=1

�
1
�� �∈��

l n � �, �� + 1�� # 10

其中，�是图像中文本实例的数量，��表示第�
个文本实例，��是该文本实例应的核。� �, �� 代表

文本实例��内的像素�到相应的核��的距离。

����是用于不同文本实例的核的损失，其作用是

保证任意两个核之间的距离不至于太小，其计算公

式如下：

���� =
1

� � − 1
�=1

�

�=1
�≠�

�

l n � ��, �� + 1�� # 11

其中，D Ki,Kj 代表核��与核�j之间的距离。该

公式实际上是对于每一个文本实例的核，分别计算

与其他核的距离，然后进行累加。

3 实验与分析

本论文提出的方法基于 Pytorch框架实现，在实

验时使用一块 GPU显卡（Nvidia 1080Ti）进行训练

和测试。本方法采用随机梯度下降算法进行优化，

训练批大小为 16，初始学习率设为 0.001，迭代训

练 500 次，然后将学习率设为 0.00001，迭代训练

100次。

3.1 数据集

ICDAR 2015数据集是 ICDAR发布的场景文本

检测数据集。ICDAR 2015 由 1000 张训练集和 500

张测试集组成，该数据集是以四个顶点的边界框的

形式标注的。

CTW1500 是一个具有挑战性的曲线文本数据

集。它由 1000张训练图像和 500张测试图像组成。

该数据集使用 14 个点标注的十四边形来表示曲线

文本实例。

Total-Text是一个用于曲线文本检测的数据集。

该数据集包括水平文本实例、多方向文本实例和曲

线文本实例。它由 1255幅训练图像和 300幅测试图

像组成。

本方法在各数据集上的检测结果如图 10所示。

3.2 参数设置实验

为探究非局部模块嵌入位置的不同对结果的影

响，本文在 ICDAR 2015上对非局部模块的作用和

嵌入的位置设计了对比实验，实验结果如表 1所示。

表 1 非局部模块嵌入 Resnet-18的不同位置时在 ICDAR

2015上的检测结果对比

Table 1 Comparison of results of ICDAR 2015 when the

non-local block is embedded in different places in Resnet-18

嵌入位置 召回率 准确率 F值 检测速度

无 83.1 80.2 81.6 26.1

res2 84.2 81.1 82.6 25.2

res3 84.5 81.4 82.9 24.5

res4 84.1 81.5 82.7 23.1

res5 83.3 80.5 81.8 20.3

注：res2、res3、res4 和 res5 分别代表 Resnet-18 的

第二层、第三层、第四层和第五层。F 值用于综合考虑召回

率和准确率。检测速度采用 FPS 衡量，即平均每秒处理图片

的数量。加粗字体为最优值。

由表 1 可知，嵌入非局部模块之后的效果要优

于未嵌入模块的效果，说明非局部模块在检测过程

中发挥了积极作用。按照检测精准程度来看，将非

局部块嵌入 Resnet-18的第二层、第三层和第四层的

效果显著，而嵌入第五层的效果不明显。其中，将

非局部块嵌入第三层的效果最好。按照检测时间来

看，检测时间会随着嵌入位置的后移而延长，这是

因为 Resnet-18越往后其规模越大，对其进行非局部

操作的复杂度越高。基于此实验结果，在本方法中，

非局部模块被嵌入至 Resnet-18 的第三层的最后一

个残差块之前。



(a) ICDAR 2015 (b) CTW 1500 (c) Total-Text
图 10: 本方法在多个数据集上的检测结果

Fig.10 The detection results of the proposed method on multiple datasets

((a) ICDAR 2015；(b) CTW 1500；(c) Total-Text)

3.3 模型对比实验

本方法与近年出现的其它方法在多个数据集上

进行了对比。表 2 展示了多种方法在 ICDAR 2015
上的性能对比。由实验结果可知，PAN已经在准确

度上达到较高水平，在速度上更是远远超过其它方

法。而本文提出的Non-local PAN的F值达到了83.8，
已经超越了 PAN，与其他最新方法相比，本方法可

以实现较高的性能并以更快的速度（23.1 FPS）运行。

LOMO在以上几种模型中准确率最高，但速度

也最慢。LOMO的网络复杂，后处理方法繁琐，远

不如 Non-local PAN 的轻量分割头和像素聚合方法

简单。由于非局部模块、轻量分割头和像素聚合等

方法的共同作用，Non-local PAN在保证速度远远领

先 LOMO 的基础上，还能在准确率上接近 LOMO
的水平。

表 2 不同模型在 ICDAR 2015数据集上的结果对比

Table 2 Comparison of the results of different models on the

ICDAR 2015 dataset

方法 召回率 准确率 F 值 速度

EAST（Zhou 等，2017） 73.5 83.6 78.2 13.2

DeepReg（He 等，2017） 80.0 82.0 81.0 14.3

SegLink（Shi等，2017） 76.8 73.1 75.0 13.9

SSTD（He 等，2017） 73.9 80.2 76.9 7.7

TextSnake（Long 等，2018） 84.9 80.4 82.6 1.1

ATRR（Wang等，2019） 83.3 90.4 86.6 15.4

CRAFT（Baek 等，2019） 84.3 89.8 86.9 12.5

LOMO（Zhang等，2019） 83.5 91.3 87.2 3.4

PAN（Wang 等，2019） 81.9 84.0 82.9 26.1

本方法 82.7 85.1 83.8 23.1

注：加粗字体为最优值。



本方法与其他方法在弯曲文本数据集 CTW
1500 和 Total-Text 上的性能对比分别如表 3 和表 4
所示。

表 3 不同模型在 CTW 1500数据集上的结果对比

Table 3 Comparison of the results of different models on the

CTW 1500 dataset

方法 召回率 准确率 F值 速度

EAST（Zhou 等，2017） 49.1 78.8 60.4 21.2

SegLink（Shi 等，2017） 40.0 42.3 40.8 10.7

SSTD（He 等，2017） 73.9 80.2 76.9 7.7

TextSnake（Long 等，2018） 67.9 85.3 75.6 5.6

ATRR（Wang等，2019） 80.2 80.1 80.1 22.5

CRAFT（Baek等，2019） 81.1 86.0 83.5 19.7

LOMO（Zhang等，2019） 69.6 89.2 78.4 4.4

PAN（Wang 等，2019） 77.4 82.7 79.9 84.2

本方法 78.9 83.8 81.3 71.8

注：加粗字体为最优值。

表 4 不同模型在 Total-Text数据集上的结果对比

Table 4 Comparison of the results of different models on the

Total-Text dataset

方法 召回率 准确率 F值 速度

EAST（Zhou 等，2017） 36.2 50.0 42.0 19.8

SegLink（Shi 等，2017） 23.8 30.3 26.7 9.1

TextSnake（Long 等，2018） 74.5 82.7 78.4 4.7

ATRR（Wang等，2019） 76.2 80.9 78.5 25.4

CRAFT（Baek等，2019） 79.9 87.6 83.6 21.6

LOMO（Zhang等，2019） 75.7 88.6 81.6 4.4

PAN（Wang 等，2019） 81.0 89.3 85.0 39.6

本方法 82.9 89.9 86.3 34.3

注：加粗字体为最优值。

如表 3 和表 4 所示，本方法在 CTW 1500 和

Total-text 数据集上都达到的非常高的水平，F 值分

别达到了 81.3和 86.3。在检测速度上，PAN的检测

速度最快，本方法次之，但均远远超过其他检测方

法。

3.4 消融研究

为验证本方法中的不同模块在检测过程中发挥

了重要作用，本文针对不同模块设计了消融实验，

所有的消融实验均在 ICDAR 2015数据集上进行。

针对非局部模块，本文设计了三组实验：第一

组实验不对骨干网络嵌入任何模块，第二组实验嵌

入普通卷积模块，第三组实验嵌入非局部模块。第

一、二组实验与第三组实验形成对照，分别探究删

除、替换非局部模块对结果的影响。若第三组实验

效果优于第一、二组的实验效果，则说明非局部模

块在文本检测流程中发挥了不可或缺的作用。

为保持控制单一变量原则，普通卷积操作嵌入

的位置与非局部模块嵌入位置相同，均嵌入到骨干

网络 Resnet-18第三层的最后一个残差块之前。

本实验的运行环境以及参数设置均与原实验相

同。不同嵌入模块的实验结果对比如表 5所示。由

实验结果可知：在准确度上，嵌入普通卷积模块的

效果不如嵌入非局部模块的效果，甚至比未嵌入任

何模块的效果还要差一些。而在检测速度上，嵌入

普通卷积模块要比嵌入非局部模块快一些，但比未

嵌入模块要慢。这说明非局部模块不是普通卷积可

以代替的，非局部模块表现出的优越性并非是来自

于加深了网络，而是来源于它自身的结构特性。另

一方面，Resnet-18中嵌入普通卷积之后，在一定程

度上破坏了残差网络的结构，使得它的检测效果甚

至不如未嵌入任何模块。在模块的算法复杂度上，

普通卷积操作比非局部操作略简单，所以其检测速

度比嵌入非局部模块时略快。

表 5 不同嵌入模块效果对比

Table 5 Comparison of effects of different embedded

modules

嵌入模块 召回率 准确率 F 值 检测速度

无 80.2 83.1 81.6 26.1

普通卷积模块 79.5 82.2 80.8 25.2

非局部模块 82.7 85.1 83.8 23.1

注：加粗字体为最优值。

此外，本文设计了消融实验验证了特征向量融

合模块的可行性。表 6 展示了有无特征向量融合模

块对最终检测结果的影响。由实验结果可知，特征

向量融合模块在场景文字检测过程中发挥了正向的

积极作用，它融合了不同尺度的特征图，增强尺度

多变的场景文字的特征表达。

表 6 有无特征向量融合模块网络检测结果对比

Table 5 Comparison of results with and without feature

vector fusion module

特征向量融合模块 召回率 准确率 F 值 检测速度

无 81.4 84.5 82.9 24.5

有 82.7 85.1 83.8 23.1

注：加粗字体为最优值。



4 结 论

本文提出了非局部像素聚合网络，该网络能够

实现对任意形状场景文本的实时性检测。针对文本

字符的特征，引入了非局部模块，将其嵌入到像素

聚合网络的骨干网络中，使其能够捕捉到像素之间

的内在关系，大大增强了其提取特征的能力。此外，

本文设计了一个特征向量融合模块，用于融合不同

尺度的特征图，增强尺度多变的场景文字的特征表

达。本方法基于轻量级网络构建，并通过多个模块

进行特征增强，在检测速度和检测精度上都达到了

较高水平。

本论文提出的基于卷积神经网络的场景文本检

测模型，在该方面已取得较好的效果，但仍有一些

可改进的地方。比如：本文提出的方法用到了非局

部操作，非局部操作是一次全局卷积操作，即卷积

核的大小与特征图的大小相等，当特征图较大时，

非局部操作的计算量也会非常大。如何简化模型结

构还能保持捕捉远距离像素之间的关系，是该模型

未来需要优化的方向之一。
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